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ie vorliegende Arbeit gibt einen Überblick zur Er-
gänzung von Planungs- und Steuerungsprozessen 

im OP-Bereich von Krankenhäusern. Der Fokus liegt 
hier auf der automatisierten Vorhersage von Operations-
zeiten mittels maschineller Lernmethoden auf Basis von 
retrospektiven Daten. Der vorliegende Artikel befasst 
sich mit der Analyse der zu beziehenden Daten, der Auf-
bereitung und Vorverarbeitung dieser und der Empfeh-
lung an geeigneten Algorithmen für das Maschinelle Ler-
nen. Die beschriebene Arbeit ist im Rahmen des SAB 
geförderten Projektes; Platform for Operation Schedu-
ling and Prediction using machine learning (PROSPER) 
entstanden. 

[Schlüsselwörter: Maschinelles Lernen, Klassifikation, Regres-
sion, CRISP] 

his paper gives an overview of the enhancement of 
planning and control processes in the operating the-

atre of hospitals. The focus here is on the automated pre-
diction of operating times using machine learning meth-
ods based on retrospective data. This article deals with the 
analysis of the data to be obtained, the preparation and 
preprocessing of this data and the recommendation of 
suitable algorithms for machine learning. This work was 
carried out as part of the funded project Platform for Op-
eration Scheduling and Prediction using machine learn-
ing (PROSPER). 

[Keywords:Machine Learning, Classification, Regression, 
CRISP] 
 
1 EINFÜHRUNG 

Historisch bedingt wird die OP-Planung von beson-
ders erfahrenen Ärzten durchgeführt. Diese planen block-
weise in wöchentlichem oder monatlichem Rhythmus 

[ZFY19]. Dabei wird versucht, die Auslastung der OP-Säle 
nach allen Vorgaben so hoch wie möglich zu planen. Ein 
besonderes Augenmerk liegt hierbei in der Schätzung der 
OP-Zeit. Somit ist die genaue Abschätzung der Falldauer 
auf Basis der chirurgischen Eingriffe für die Planung und 
Belegung der Säle, wie auch den effizienten Patientenfluss, 
[CM18] essentiell. Erfahrene Chirurgen schätzen die OP-
Zeit auf Basis von grundlegenden Verfahrensdaten und die 
ihm zur Verfügung stehenden Patienteninformationen 
selbst [TYA17; BGS16]. Dabei kann die subjektive Vor-
hersage heute meist durch OP-Planungssysteme unterstützt 
werden, bei denen Zeiten, die auf Erfahrungswerten basie-
ren, hinterlegt werden. Die jeweilige Fallkomplexität, wie 
auch die individuellen Patientenfaktoren und Variationen 
geben zusätzliche Hinweise auf OP-Zeitverzögerungen 
[DDM08; EHN10]. Welche Faktoren hier jedoch mit in die 
Planung einbezogen werden, obliegt dem erfahrungsba-
sierten Wissen und der subjektiven Sichtweise des Planen-
den. Diese Erfahrungswerte der Experten teilautomatisiert 
abbilden zu können und dies für die Planung nutzbar zu 
machen ist Herausforderung für das SAB geförderte Pro-
jekt (PROSPER).  

Ziel dieser Forschungsarbeit ist die Unterstützung von 
Planungs- und Steuerungsprozessen im OP-Bereich mittels 
praxistauglicher ML-Anwendung. Auf Grundlage von OP-
Zeitprognosen, die auf retrospektiven Daten basieren, soll 
die Planstabilität und Robustheit des OP-Plans erhöht wer-
den. Dabei müssen folgende Forschungsfragen untersucht 
werden: Welche Parameter hinsichtlich Patientenzustand 
und Ressourcenverfügbarkeit müssen in die Planung ein-
bezogen werden? Welche Faktoren können sich verzö-
gernd auf die Operationsdauer auswirken? Wie ist der Um-
gang mit seltenen und / oder komplizierten Operationen in 
der Datenaufbereitung und der Einbezug in die Algorith-
men?  
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2 STAND DER TECHNIK 

Die Anzahl der weltweiten Operationen in den Jahren 
2004 – 2012 steigt um 38% auf 313 Millionen [WHM16]. 
Mit steigender Lebenserwartung nimmt auch die Anzahl 
der Operationen weiter zu. Da der OP-Saal ein Hocherlös- 
und zugleich Hochkostenbereich [ZFY19] ist, nimmt auch 
die Bedeutung des Managements weiter zu. Es müssen 
Strategien und Konzepte entwickelt werden, um die stei-
gende Nachfrage zu bedienen und gleichzeitig hochprei-
sige Ressourcen optimal zu nutzen.  

Frühe wissenschaftliche Ansätze zur OP-Zeiten-
Vorhersage gehen grundsätzlich in zwei Richtungen, die 
sich auf den Abgleich der Verteilungen der OP-Zeiten 
stützen. Vornehmlich werden die Zeiten auf bekannte Ver-
teilungen, wie Normalverteilung [BAR68] und Lognor-
malverteilung [HWM88; RS93; SMV00; SMS03] ange-
passt, um die Varianz der OPs zu charakterisieren und so 
die Dauer vorherzusagen. Mit einer zweiten Methode wer-

den statistische Modelle zur Vorhersage erstellt, um kriti-
sche Einflussfaktoren, die die Varianz der OP-Dauer be-
einflussen, zu detektieren. Unter den Studien, die sich auf 
Verteilungen beziehen, analysierten Sturm et. al. einen 
großen Datensatz klinischer Fälle und kamen zu dem 
Schluss, dass die Anpassung eines Lognormalmodells für 
jede Current Procedural Terminology (CPT), vergleichbar 
mit dem Operationen- und Prozedurencode (OPS), Anäs-
thesiekombination genaue Vorhersagen für die Prozess-
dauer liefert [SMV00]. Die erwähnten Studien beziehen 
jedoch nicht generelle verzögernde oder patientenbezo-
gene Faktoren ein. Da generelle verzögernde Faktoren, 
wie Personalmangel und Zusammenstellung des OP-
Teams kaum bis gar nicht beeinflussbar sind und sich teil-
weise nicht mit dem Datenschutz vereinbaren lassen, be-
schäftigt sich die weitere Arbeit mit patientenbezogenen 
Faktoren. Es gibt mehrere Studien, die Einflussfaktoren 
der Verzögerung bei der OP-Dauer bei speziellen Diagno-
sen oder Prozeduren untersuchen, weshalb eine Verallge-
meinerung der Methoden noch untersucht werden muss.

Tabelle 1: Gegenüberstellung der verzögernden Einflussfaktoren aus der Literatur 
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LC = Laparoskopische Cholezystektomie (Entfernung der Gallenblase) 
LRP = Laparoskopische radikale Prostatektomie (Entfernung der Prostata)  
FLP = Freie Lappenplastik an Kopf und Hals 
 



DOI: 10.2195/lj_Proc_sass_de_202112_01  
URN: urn:nbn:de:0009-14-54361 

  
© 2021 Logistics Journal: Proceedings – ISSN 2192-9084          Seite 3 
Article is protected by German copyright law 

Tabelle 1 zeigt die Gegenüberstellung der in der Lite-
ratur untersuchten patientenbezogenen OP-Zeit verzögern-
den Faktoren. Dabei wurden in den Studien sowohl allge-
meine als auch spezielle Diagnosen und Prozeduren 
untersucht. Es wird deutlich, dass die Faktoren: Alter, Ge-
schlecht, BMI, ASA-Klassifikation und Voroperationen 
auch unabhängig vom Fachgebiet Auswirkungen auf die 
OP-Dauer haben. Darüber hinaus kann man erkennen, dass 
auch chronische Erkrankungen, wie Diabetes Mellitus und 
Erkrankungen von Herz, Lunge, Niere und Leber die OP-
Dauern beeinflussen. Diese Erkenntnisse müssen bereits 
bei Bezug von Daten zur Prognose der OP-Dauern berück-
sichtigt werden.  

3 METHODIK UND FALLBEISPIEL 

Aus der zu Grunde liegenden Literaturarbeit geht her-
vor, dass die OP-Dauer von mehreren individuellen Fakto-
ren abhängt, die zuvor detektiert werden müssen, um ge-
naue Vorhersagen erzielen zu können. Die Daten zum 
Fallbeispiel der Polyklinik für Viszeral-, Thorax,- und Ge-
fäßchirurgie des Uniklinikums Dresden beinhalten gene-
relle und spezielle Daten zum Patienten. Alle Datenbe-
standteile wurden in einer mit Experten durchgeführten 
Analyse ausgewählt und dokumentiert. Patientenbezogene 
Daten unterliegen der ärztlichen Schweigepflicht und sind 
nicht ohne Zustimmung der Ethikkommission, des Daten-
schutzes und strenger Sicherheitsbestimmungen für die 
Forschung verfügbar. Somit wurde die ausgewählte Liste 
diesen Stellen zur Prüfung vorgelegt und nach Zustimmung 
die Daten bezogen.  

Nach dem Bezug der Daten wird nach dem Cross In-
dustry Standard Process for Data Mining (CRISP) Verfah-
ren vorgegangen. Eine explorative Statistik des gesamten 
Datenbestandes gibt erste Anhaltspunkte über Korrelatio-
nen, Abhängigkeiten und Herausforderungen der Daten. 
Eine große Herausforderung ist der Umgang mit medizini-
schen Codes nach den Diagnose Related Groups (DRG). In 
dem bezogenen Datensatz befinden sich ca. 2000 verschie-
dene „Internationale Klassifikation der Krankhei-
ten“ (ICD) und 3500 „Operationen und Prozeduren Schlüs-
sel“ (OPS, vergleichbar mit CPT). Da es sich hier um 
kategorische Daten handelt, muss hier ein Encoding erfol-
gen, um die Daten für die ML Algorithmen lesbar zu ma-
chen. Hierfür müssen diese Codes statistisch verkleinert 
werden. Der Ansatz, der für diese Arbeit gewählt wurde, ist 
die Klassifizierung der Codes anhand der Länge der OP-
Dauer nach [HSJ15]. Danach kann mit der Prognose der 
OP-Dauern fortgefahren werden. Das Vorgehen ist hierbei 
iterativ und vergleichend, um die besten Genauigkeiten in 
der Vorhersage zu erzielen. Die Ergebnisse werden mit den 
an der VTG hinterlegten Basiszeiten zur OP-Planung ver-
glichen und zusätzlich von Experten geprüft. Abbildung 1 
zeigt das grundsätzliche Ablaufschema zur Berechnung der 
OP-Zeiten-Vorhersage.

 

Abbildung 1 Vorgehensweise 

Verglichen werden die Ergebnisse der Methoden mit 
der OP-Zeitermittlung aus der Lognormalverteilung. Im 
weiteren Verlauf des Artikels wird für die Prognose der 
OP-Zeitvorhersage ein Konzept aufgeführt und diskutiert. 
Eine Prüfung dieses Konzeptes mit dem erstellten Daten-
satz steht noch aus.  

3.1 DATENSTRUKTUR 

Die Daten bestehen aus 69 Attributen, die aus zwei 
verschiedenen Krankenhaus internen Datenbanken bezo-
gen werden. Unter den Attributen sind sowohl Stammdaten 
wie Säle und Ausstattung dieser, wie auch patientenbezo-
gene Daten zu finden. Weiterhin werden Dauern für Pro-
zesse vor, während und nach der OP angegeben. Zu den 
jeweiligen Prozessen ist der Startzeitpunkt gegeben. Nach 
Absprache mit den Experten wurden für die Prozessschritte 
feste Ablaufschema erstellt, nach denen sich bei der weite-
ren Arbeit gerichtet werden soll. So startet jede Operation 
nach der „Einschleusen-OP-Freigabe“, die „Anästhesie-
zeit“ ist begleitend und parallel zu allen anderen Zeiten 
während der OP. Die Zeiten „Schnitt-Naht“, „Chir. Maß-
nahmen“ und „Patient im OP“ überlappen sich und finden 
parallel statt, siehe Abbildung 2. Die Daten des Datensatzes 
beziehen sich auf die Jahre 2012 bis 2020. Da ICD, wie 
auch OPS jährlich aktualisiert werden, müssen diese Codes 
auf eine Version transformiert werden. Hierfür wurden die 
Codes mittels Umsteiger, bereitgestellt vom Deutschen 
Institut für Medizinische Dokumentation und Information 
(DIMDI), auf die Versionen 2020 vereinheitlicht. Wichtig 
ist dies, da mit veränderten Therapien und Operationsme-
thoden sich die OP-Zeiten ändern können. 
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Abbildung 2: Ablaufschema der im OP durchgeführten Prozesse 

 

Für die Bereinigung der Daten werden weitere Regeln 
und Festlegungen getroffen. So werden Körpergrößen auf 
30cm bis 230cm, Körpergewicht von 3kg bis 200kg und 
Alter von 1 bis 100 Jahre festgelegt. Das Alter wird in ka-
tegorische Bereiche von 10 Jahresabschnitten eingeteilt. 
Alle weiteren Ausreißer oder Fehler werden entfernt. Des 
Weiteren gibt es unmögliche Kombinationen von zum Bei-
spiel Größe und Gewicht, siehe Abbildung 3. Diese werden 
entfernt, da es sich hier um Tippfehler handelt und diese im 
Nachhinein nicht korrigiert werden können.  

 
Abbildung 3: unmögliche Wertepaare. 

Weiterhin gibt es bei der Zeitendokumentation Ext-
remwerte über alle Prozessschritte (siehe Abbildung 2) hin-
weg, die nach Absprache mit Experten als falsch dokumen-
tiert eingestuft werden. So finden sich Prozessdauern von 
bis zu 7600 min im Datensatz. Eine Überprüfung der Pro-
zesszeiten wird mit folgender Logik abgeglichen. Prüfung 
nach erforderlichen Schritten; „Einschleusen-OP-
Freigabe“, „Schnitt-Naht“, „Chir. Maßnahmen“, „Anästhe-
siezeit“, „Patient im OP“. Jeder Prozessschritt darf nicht 
länger als 800 Minuten dauern. Die gesamte OP-Zeit mit 
allen Prozessschritten darf nicht länger als 1300 Minuten 
dauern. Die Operation startet nach „Einschleusen-OP-
Freigabe“. Die „Schnitt-Naht“ überlappt mit der „Anästhe-
siezeit“, „Chir. Maßnahmen“ und „Patient im OP“. 

 

3.2 KLASSIFIKATION DER OPS-CODES 

Um die statistische Verkleinerung der medizinischen 
Codes vorzunehmen, werden diese in Abhängigkeit zu der 
Dauer der jeweiligen Prozesse klassifiziert. Zur Validie-
rung der Methodik werden hier anonyme Daten mit einem 
Umfang von ca. 2300 Datensätzen, die die Attribute ICD 
und OPS-Codes, Versionierung der Codes, Prozessschritt 
und Dauer der Prozessschritte beinhalten. Es werden zwei 
verschiedene Verfahren getestet. Vergleichend kommen 
die Methoden K-Means mit einem One Hot Encoding und 
das K-Prototyping zum Einsatz. Zuvor mussten alle medi-
zinischen Codes auf die gleiche Jahresversion gebracht 
werden. Dies wurde mittels Umsteigertabellen des DIMDI 
erreicht. Zunächst muss die Anzahl der Klassen ermittelt 
werden, um so die Daten mit Labeln zu versehen. Dies wird 
mit der Ellenbogen-Methode erreicht. Hierfür wird die 
Clusteranzahl k auf der x-Achse und die Varianz auf der y-
Achse aufgetragen. Da eine Verringerung der Varianz er-
reicht werden soll, zeichnet sich ein Knick ab, wenn sich 
diese nicht mehr wesentlich verändert. Es ergeben sich 9 
Cluster. Im Anschluss werden die Methoden K-Means und 
K-Prototypes auf die Daten angewendet. 

In Abbildung 4 a) sind zum besseren Verständnis die 
Prozessschritte über der Dauer in Minuten aufgetragen. Zu-
sätzlich zeigen die Boxplots in welchen Minutenbereich 
sich die meisten Prozesse befinden. In Abbildung b) sind 
die OPS Codes als Punkt in der jeweiligen Labelfarbe dem 
Prozessschritt und der Dauer zugeordnet. 

3.3 VORHERSAGE 

Für die Vorhersage der OP-Dauer unter Berücksichtigung 
aller verzögernder Faktoren wird ein zweistufiges Verfah-
ren vorgeschlagen, dass iterativ für jeden Prozess während 
der Operation durchgeführt werden muss. In der ersten 
Stufe wird eine Regressionsanalyse zur Bestimmung der 
Zeiten herangezogen. Zur Untersuchung werden hier die 
Lineare Regression, Random Forest Regression und die 
Support Vector Machine Regression vorgeschlagen. 



DOI: 10.2195/lj_Proc_sass_de_202112_01  
URN: urn:nbn:de:0009-14-54361 

  
© 2021 Logistics Journal: Proceedings – ISSN 2192-9084          Seite 5 
Article is protected by German copyright law 

 

 
Abbildung 4: a) Boxplot der Dauern der einzelnen Prozess-
schritte; b) Einteilung der Label nach Prozess und Dauer 

Die OP-Zeit Vorhersagen werden anschließend in drei 
Kategorien „kleiner als Durchschnitt“, „Durchschnitt“ und 
„größer als Durchschnitt“ eingeteilt. Innerhalb der jeweili-
gen Kategorien werden mittels F-Test Bewertung und 
Mutual Information diejenigen Features extrahiert, die sig-
nifikanten Einfluss auf die OP-Dauer haben. Mittels der 
Berechnung von Square Error (MSE), Mean Absolut Error 
(MAE) und Mean Absolute Percentage Error (MAPE) wer-
den die Algorithmen bewertet. 

Für den zweiten Schritt wird mit Hilfe dieser Katego-
rien eine Multiklassen-Klassifizierung durchgeführt. Hier 
kann mit den vergleichenden Methoden One-vs-Rest oder 
dem One-vs-One gearbeitet werden. Zudem können die Al-
gorithmen Support Vector Machine Klassifikation (SVK) 
oder eine Random Forest Klassifikation (RFK) zum Ein-
satz kommen. Bewertet werden diese Algorithmen mit ei-
nem F1-Score, der Metthews Korrelationskoeffizienten 
(MKK) oder der Ausgewogenen Genauigkeit. Nach dem 
Vergleich und der Bewertung der Klassifikationsverfahren 
wird eine Feature Importance durchgeführt. Die Features 
aus Schritt 1 und Schritt 2 werden nun verglichen und die-
jenigen ermittelt, die die OP-Zeiten am besten klassifizie-
ren. 

Anschließend wird der Datensatz auf diese Features 
und die Zielvariable „Einteilung nach Differenzdauer“ be-
grenzt. Die OP-Zeit verzögernden Features können so er-
mittelt werden. Mit einer Gegenüberstellung der Zeitverzö-
gerung dieser Faktoren, kann die OP-Zeit Vorhersage mit 
Einbezug von Patientenzuständen bewertet werden und 
bietet so eine erhöhte Planschärfe und somit Planstabilität. 

 
Abbildung 5: Schema zum Vorgehen der Prognose der Prozess-
zeiten 

4 ERGEBNISSE 

Die Untersuchungen, wie auch die Recherche, haben 
gezeigt, dass eine vorherige Auswahl an Faktoren, die auf 
die Operationsdauer Einfluss nehmen, sinnvoll ist. Basie-
rend auf Erfahrungswerten der Experten und der verglei-
chenden Literaturrecherche konnten patientenrelevante 
Verzögerungsfaktoren bestimmt und für den Datenbezug 
geltend gemacht werden. Trotz Vorauswahl der Daten hat 
sich gezeigt, dass eine Bereinigung des Datensatzes unum-
gänglich ist, da die meisten Daten vor und während der OPs 
händisch eingepflegt werden und sich so Tippfehler und 
unmögliche Werte im Datensatz befinden. Eine vorherige 
Bearbeitung bedürfen auch medizinische Codes, da sie mit 
ihrer hohen Anzahl an Kategorien ein Encoding erschwe-
ren. Die hier durchgeführte Methode zur statistischen Re-
duktion hat gute Ergebnisse zur Klassifizierung im Bezug 
zur Dauer des Prozesses geliefert. So konnten mit einem 
anonymisierten Datensatz 9 Zeit-Klassen errechnet wer-
den, für die die Varianz minimal ist. Der K-Prototype-Al-
gorithmus hat hier deutlich bessere Ergebnisse geliefert. In 
Abbildung 6 a) sind für K-Means die Summen der Distan-
zen zu den Nachbarklassen über der Klassenanzahl aufge-
tragen, in Abbildung 6 b) sind für K-Prototype die Kosten-
werte über der Anzahl der Klassen aufgetragen. Der K-
Prototype Algorithmus berücksichtigt auch kategorische 
Werte, weshalb hier die Ellenbogen-Methode ein eindeuti-
ges Ergebnis liefert, die K-Means Methode dagegen nicht, 
siehe Abbildung 6.  

a) 

b) 
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Abbildung 6: a) Distanz-Klassenanzahl-Graph für K-Means; b) 
Kosten-Klassenanzahl-Graph für K-Prototypes 

Die Berechnung der K-Prototype-Methode dauert im 
Vergleich zu K-Means sehr lange. Dies ist bei der Integra-
tion in die Modelle der OP-Zeit-Vorhersage zu berücksich-
tigen  

Für die OP-Zeit-Vorhersage wurde ein Konzept vor-
gestellt, dass sowohl Stammdaten als auch patientenrele-
vante und OP-Dauer verzögernde Faktoren berücksichtigt. 
Dies wird aus einer Kombination von Regressionsanalysen 
und Klassifikationen der patientenrelevanten Features er-
reicht. Mit dem vorgestellten Konzept zur OP-Zeit Prog-
nose werden ebenfalls verzögernde Features herausgefil-
tert, so dass diese zur Bewertung von zum Beispiel seltenen 
oder komplexen Operationen herangezogen werden kön-
nen. Hier wird sich in der weiteren Forschungsarbeit zei-
gen, ob der Datenumfang für die Ermittlung und Bewer-
tung seltener Operationen ausreicht, oder ob hier in der 
Planung mit pauschalen Zeitvorgaben gearbeitet werden 
muss, da Verzögerungswerte nicht exakt genug berechnet 
werden können.  

5 DISKUSSION UND AUSBLICK 

Die nächsten Schritte dieser Arbeit sind die Umset-
zung des Vorhersagemodells, der Vergleich und die Be-
wertung der Algorithmen, wie auch deren Optimierung. 
Hierbei ist eine iterative Umsetzung angedacht, da die Da-
ten aus verschieden Datenbanken innerhalb des Fallbei-
spiels bezogen werden und diese mit unterschiedlichen 
Qualitäten behaftet sind. Die Anzahl der Attribute wird für 
die ersten Berechnungen auf wesentliche Merkmale redu-
ziert. So werden typische Stammdaten und die grundlegen-
den Patientendaten einbezogen. Weitere Attribute werden 
nach einem Stufenplan in die Modelle eingepflegt. Nach 
dieser stufenweisen Integration aller Attribute werden auch 
die Vorhersagen für ausgewählte Prozesse im OP gestaltet. 
Die größte Unschärfe beinhaltet die Schnitt-Naht-Zeit, 

weshalb dieser Prozessschritt als Zielvorgabe für die erste 
Iterationsstufe gewählt wird.  

Ziel ist es, die Unschärfe der Operationszeiten zu mi-
nimieren und so den Operationsplan robust planen zu kön-
nen. Mit dieser Herangehensweise können Über- und Un-
terauslastung im OP-Saal vermieden werden, was einen 
erheblichen Kostenvorteil mit sich bringt.  

6 FÖRDERHINWEIS 

Diese Maßnahme wird mitfinanziert mit Steuermitteln 
auf Grundlage des vom Sächsischen Landtag beschlosse-
nen Haushaltes.  
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